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摘要：储层参数是储层评价的一项重要内容。针对传统储层预测方法难以摆脱线性方程的束缚及预测精度不高的

问题，将卷积神经网络与门控循环单元网络相结合，提出了卷积门控循环单元网络模型。该模型不仅具备卷积神

经网络局部感知的特性，还具备门控循环单元网络长期记忆的功能，从而具有表达数据时空特征的能力。基于某

井区A井已知井段测井资料建立卷积门控循环单元网络孔隙度预测模型，预测该井区未知深度段的孔隙度，并提

出变学习率训练方法。实验证明，与单一的卷积神经网络模型、门控循环单元网络模型相比，卷积门控循环单元网

络模型能够更有效地提取数据特征，预测精度更高，可为储层参数的预测提供新的思路。
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A method to predict reservoir parameters based on convolutional
neural network-gated recurrent unit（CNN-GRU）
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Abstract：Reservoir parameters are important for reservoir evaluation. Aiming at the difficulties of the traditional reservoir
parameters prediction method to get rid of the constraint of a linear equation and the low prediction accuracy，a model com⁃
bined with convolutional neural network（CNN）and gated recurrent unit（GRU）is proposed. The model not only has the lo⁃
cal perception characteristics of CNN but also has the long-term memory function of GRU，thus having the ability to ex⁃
press the spatio-temporal features of data. The CNN-GRU porosity prediction model is established based on the well log⁃
ging data of Well A to predict the porosity of unknown depth segment in this well area，and to further propose a variable
learning rate training method. Compared with CNN or GRU models，experimental results show that CNN-GRU model can
extract data features more effectively and can improve the reservoir parameters prediction accuracy，which provides a new
idea to predict reservoir parameters.
Key words：reservoir parameter prediction；porosity；deep learning；convolutional neural network；recurrent neural net⁃
work；gated recurrent unit
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储层参数通常由测井资料确定，传统的测井资

料解释基于储层均质性假设建立测井解释方程，难

以摆脱线性方程的束缚。随着非常规油气成为目

前勘探开发的主体，储层预测的目标介质发生了很

大变化，具有明显的非均质、各向异性特征［1］，常规

测井储层预测技术难以满足勘探领域的要求。如

今发展的机器学习技术可以很好地解决测井解释

中的非线性映射问题［2］。
用于储层预测的机器学习算法主要有支持向

量机［3-8］、随机森林［9］、极端梯度提升［10］和人工神经

网络［11-16］等。深度学习是机器学习的一个分支，其

概念源于对人工神经网络的研究。相对于传统的

浅层学习，深度学习通过构建具有很多隐层的机器

模型结构，实现复杂函数逼近和逐层特征变换，从

而提升预测或分类的准确性。目前深度学习已广

泛应用于计算机视觉、自然语言处理、语音识别等

领域。

深度学习包括很多流行的模型，如卷积神经网

络（CNN）和循环神经网络（RNN）。段友祥等借鉴

CNN在图像处理上的应用，在卷积模型中将测井参

数调整为二维数据，更好地提取了储层特征［17］。林

年添等将CNN应用于地震储层预测，取得较好的预

测结果［18-19］。无论是 CNN，还是全连接神经网络

（DNN），其前提假设均为：前一个输入和后一个输

入是完全没有关系的。但是，某些任务需要能够更

好地处理序列的信息，即有些场景输入的数据与后

面输入的数据是有关系的，或者说后面的数据跟前

面的数据是有关联的。而长短期记忆网络（LSTM）
与门控循环单元网络（GRU）能够考虑历史输入对

当前输入的影响，因此非常适合处理序列数据。张

东晓等将 LSTM应用于测井曲线生成，该方法准确

性高且成本低［20］。安鹏等将其应用于孔隙度与泥

质含量预测，取得了比DNN更优的结果［21］。
以上研究结果表明，基于深度学习的储层预测

比传统方法有更好的预测结果。储层预测实质上

属于序列预测问题，因此在测井数据提取特征中，

既要考虑不同特征参数之间空间上的联系，还要考

虑测井参数随深度的变化。为此，提出将 CNN与

GRU相结合，选取对孔隙度较为敏感的声波、密度、

补偿中子、自然伽马 4种测井参数作为模型输入，从

而进行孔隙度预测。同时为证明该模型对于孔隙

度预测的有效性，利用 CNN-GRU模型对某井区A
井未知深度的孔隙度进行预测，并与CNN和GRU模

型预测的结果进行比较，证实 CNN-GRU模型的有

效性。

1 深度学习理论

CNN与 RNN是深度学习的 2种特性不同的模

型。CNN具有参数共享、稀疏连接的特性，因此擅长

提取数据的空间特征。RNN具有记忆的特性，能以

很高的效率处理序列数据任务。在某些情况下，一

个任务的完成需要多种模型共同发挥作用，CNN与

RNN有时也结合使用［22］。但RNN存在着梯度消失

的问题，难以记忆长距离的信息。门控算法是RNN
应对梯度消失的重要方法，而GRU是门控算法的代

表。因此，本次基于CNN与GRU进行孔隙度预测。

1.1 卷积神经网络

CNN是一种特殊的网络结构，在计算机视觉领

域广泛应用。CNN包含卷积层与池化层 2种特殊的

提取结构。卷积层能够提取前一层的特征并得到

特征图，由于每个特征图的神经元能够共享权重参

数，减少了网络各层的连接，同时也降低了过拟合

的风险；池化层也称为下采样，可以看作一种特殊

的卷积过程，主要用于特征降维、压缩数据以及减

少参数的数量。

卷积是CNN中非常重要的操作，不同维度的卷

积可以解决不同的问题。用一维卷积处理测井资

料，提取的是测井参数在邻近时间步长上的变化；

用二维卷积处理测井资料，可以用于提取不同测井

参数之间的关系。研究使用二维卷积提取不同测

井参数之间的关系，其处理步骤包括：①借用图像

识别的处理，将测井资料表征为时间步长×特征参

数的矩阵。②用二维卷积提取特征。选用的特征参

数包括声波、密度、补偿中子和自然伽马，其原理如

图 1所示，卷积核长度为 1×4，点乘表 1中每一行的

值，从上到下依次进行，如果输入的时间步长为5，则
5×4个数据经过这一层卷积后被压缩为 5个数据，如

果需要保持原来尺寸，则需要通过填充0操作。

图1 二维卷积提取测井数据不同特征参数示意

Fig.1 Schematic of different characteristic parameters
extraction of logging data by two-

dimensional convolution
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1.2 门控循环单元网络

RNN是当前深度学习热潮中最重要的技术之

一。一个典型的RNN结构包括输入层、隐藏层和输

出层。由图 2可知，RNN的特殊之处在于隐藏层为

循环体结构，也就是说RNN每一时刻都在执行同样

的操作，只不过是输入数据不同而已。该结构使得

RNN当前时刻的计算会结合历史的输入信息，有助

于处理序列相关的任务。但RNN只能记忆短期的

历史输入信息，无法有效解决长期记忆的问题。

图2 RNN模型
Fig.2 Schematic of RNN model

为克服长期记忆问题，提出 LSTM［23］。LSTM的

核心思想在于细胞状态和各种门结构。细胞状态

携带网络不同时刻的记忆信息，而输入门、遗忘门

和输出门能够控制细胞状态遗忘或记忆某些信息。

GRU是 LSTM的一种非常流行的变体，在很多任务

中能够达到与 LSTM相当的表现，同时具有更简洁

的模型结构，减少模型训练的参数，增强模型防止

过拟合的能力，并且提高模型的收敛速度。GRU对

LSTM做了 2个大的改动：①将单元状态与输出合并

为隐藏状态，依靠隐藏状态来传输信息。②将输入

门、遗忘门和输出门更改为更新门和重置门。

GRU模型隐藏层结构包含更新门激活向量

（zt）、重置门激活向量（rt）、候选状态向量（h͂t）、隐藏

状态向量（ht）及上一时刻的隐藏状态向量（ht - 1）（图

3）。

图3 GRU模型隐藏层结构
Fig.3 Hidden layer structure of GRU model

更新门同时决定着丢弃旧信息的内容和添加

新信息的内容，其表达式为：

zt = σ ( )Wz [ ]ht - 1,xt + bz （1）
重置门决定着忘记历史信息的程度，其表达式

为：

rt = σ ( )Wr [ ]ht - 1,xt + br （2）
候选状态主要是包含当前时刻输入的信息，相

当于记忆了当前时刻的状态，其表达式为：

h͂t = tanh ( )Wh͂ [ ht - 1⊗ rt,xt ] + bh͂ （3）
隐藏状态决定当前时刻需要输出的信息，其表

达式为：

ht = ( )1 - zt ⊗ ht - 1 + zt⊗ h͂t （4）

2 模型构建

CNN与GRU模型是深度学习非常流行的算法，

具有不同的特性。CNN模型具有局部感知的特性，

而GRU模型具有长期记忆的功能，更适合解决时序

问题。为此，将 CNN与 GRU相结合，设计 CNN-
GRU模型进行孔隙度预测，该模型具有表达数据时

空特征的能力，模型预测框架如图 4所示。在数据

输送到网络模型之前，首先需要对数据进行预处

理，即划分数据集与数据归一化，然后将预处理后

的数据输送到网络模型中进行训练及测试。另外，

CNN-GRU模型隐藏层由单层 CNN与 GRU构成。

在 CNN层设置 8个 1×4的卷积核，在GRU层设置 4
个神经单元。同时，考虑到如果时间步长太短，模

型可以利用的信息太少会影响预测精度，而时间步

长太长，则会增加模型计算的负担，因此，在本次实

验中，将时间步长设置为6。选择TensorFlow框架来

实现模型，TensorFlow具备高质量的元框架，如

Keras，Keras作为 TensorFlow的高级应用程序编程

接口，封装了很多TensorFlow的代码，使得代码模块

化，非常简便，但缺少灵活性。因此，本次模型建模

部分主要由 Keras完成，其余部分由 TensorFlow完

成，充分利用两者的优势。

图4 CNN-GRU模型预测框架
Fig.4 Prediction framework of CNN-GRU model

为避免模型出现过拟合现象，提高模型的泛化

能力，在损失函数中加入L2正则化项。最终将模型

损失函数定义为：

L ( )θ = 1
N∑i = 1

N ∥ y∧
θ
( xi ) - yi ∥ 22 + λN∑i = 1

N

θ2 （5）
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模型使用RMSProp优化器来更新网络参数，以

最小化损失函数，其表达式更新为：

s = βs + (1 - β ) g2 （6）
θ = θ - η

s + ε ⊗ g （7）
学习率是深度学习中一个非常重要的超参数。

学习率太大，网络无法收敛到全局最小值，而是在

全局最小值附近“徘徊”；学习率太小，网络收敛需

要极长的时间。因此，调整好学习率是训练出好模

型的关键要素之一。设置变学习率训练方法为：

η =
ì

í

î

ïï

ïï

0.01 ( epoch ≤ r1 )
0.001 ( r1 < epoch ≤ r2 )
0.000 1 ( r2 < epoch )

（8）

（8）式中，r1与 r2将训练阶段分为训练前期、训

练中期和训练后期。（8）式表明训练前期使用较大

的学习率以加速网络收敛，然后以较小的学习率过

渡到训练后期，最后设置更小的学习率，以保证训

练的稳定性。

3 实例与分析

为证明所设计模型的有效性，利用某井区的A
井数据进行验证。在 A井中选择井深为 6 650~
6 813 m的 1 080组测井数据作为训练集，井深为

6 813~6 868 m的 360组测井数据作为测试集。训练

集是为了训练网络参数，而测试集则用来测验模型

的性能。为加速训练及提高模型预测的精度，对数

据进行归一化处理，归一化公式为：

Y = X - Xmin
Xmax - Xmin （9）

经过多次实验，将CNN-GRU模型中 r1，r2分别

设置为 50，200；将 CNN模型中 r1，r2分别设置为

100，400；将GRU模型中 r1，r2分别设置为 100，500。
为检验 3种模型的预测效果，将训练好的模型分别

在测试集上进行测试。

从图 5可以看出，3种深度学习模型均实现了很

图5 3种深度学习模型孔隙度预测结果

Fig.5 Porosity prediction results based on three different deep learning models
好的预测结果，证明深度学习能有效地提取测井数

据之间的非线性化特征，为储层预测提供了一种有

效的新技术。为评价 3种模型性能，采用均方差和

相关系数（R）作为评价标准（表 1）。从表 1可知，

CNN-GRU模型对均方差和相关系数的预测结果比

单一的GRU模型和CNN模型更优，这说明充分利用

数据的时空特征可以取得更好的预测效果，证明

CNN-GRU模型的有效性。

从 CNN-GRU模型在测试集上的交会结果（图

6）可以看出，CNN-GRU模型预测的孔隙度与实际

孔隙度具有较高的相关性，其相关系数达0.911 8。
为证明所设置变学习率训练方法的有效性，将

设置的学习率与固定学习率 0.01，0.001和 0.000 1
分别迭代 1 000次。由图 7可知，当学习率为 0.01
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表1 3种深度学习模型预测结果评价
Table1 Evaluation of prediction results based on three

different deep learning models
模型

CNN
GRU

CNN-GRU

均方差（10-5）
9.630
9.410
8.479

相关系数

0.900 5
0.901 7
0.911 8

图6 CNN-GRU模型在测试集上的交会结果
Fig.6 Cross plot on test set based on CNN-GRU model

图7 不同学习率对模型收敛的影响
Fig.7 Effect of different learning rates on model convergence

时，训练前期网络收敛快，训练后期网络难以收敛；

当学习率为 0.000 1时，网络收敛缓慢。因此，以固

定学习率训练网络模型存在着收敛震荡或收敛很

慢的问题。这证明所提出的学习率设置方式，既可

在训练前期加速网络收敛，又可在训练后期使网络

平稳收敛到一个较小的值。由不同学习率对模型

预测结果的影响（图 8）可知，所提出的变学习率训

练方法能够得到更好的预测精度。

4 结束语

随着勘探领域的变化，储层介质由均质地层转

向非均质地层，传统的储层预测方法难以估计出非

均质地层的孔隙度。深度学习是机器学习的一个

分支，已被广泛应用于各个领域。CNN与GRU是 2
种特性不同的深度学习模型，CNN模型适合提取不

图8 不同学习率对模型预测结果的影响

Fig.8 Effect of different learning rates on model
prediction results

同测井参数之间的非线性关系，GRU模型适合提取

测井参数在时间维度上的变化，2种模型均取得了

不错的储层参数预测结果。本次结合 2种模型的优

势，设计了 CNN-GRU模型。该模型能够充分提取

测井数据的时空特征，预测精度优于单一的模型。

调整好学习率是训练出好模型的关键要素之一，所

提出的变学习率训练方法，既可以加速网络收敛，

又可以提高模型的预测精度。

符号解释

n——时间步长；xt——t时刻的输入；yt——t时刻的输

出；ht——t时刻的隐藏状态向量；rt——重置门激活向量；

σ——Sigmoid函数；zt——更新门激活向量；h͂t——t时刻的

候选状态向量；tanh——tanh函数；Wz——更新门权重矩阵；

bz——更新门偏置值；Wr——重置门权重矩阵；br——重置门

偏置值；W
h͂
——候选状态的权重矩阵；b

h͂
——候选状态的偏

置值；xn——第 n个输入值；y
∧
n
——第 n个输出值；L ( θ )——

模型损失函数；θ——模型中的权重矩阵与偏置值；N——样

本数量；i——样本序号，i=1，2，3，…，N；y
∧
θ ( )xi ——输入值为

xi时的预测值；xi——输入值；yi——实际值；λ——正则化系

数，取值为 10-5；s——累积平方梯度；β——动量系数；g——

梯度；η——学习率；ε——用于维持数值稳定的常数，取值为

10-8；epoch——迭代次数；r1——训练前期与训练中期的界限

值；r2——训练中期与训练后期的界限值；Y——测井数据归

一化后的值；X——测井数据。
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