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基于核主成分分析-半监督极限
学习机的钻井溢流诊断方法

李仙琳，左 信，高小永，岳元龙
（中国石油大学（北京）信息科学与工程学院，北京 102249）

摘要：溢流是钻井作业中最常见的事故之一，如果对溢流监测与诊断不及时，可能导致严重的井控风险，甚至井喷。

钻井现场监测数据较多，直接采用这些数据作为溢流诊断模型的输入会增加模型的复杂度，影响模型的准确率，并

且在诊断模型建立过程中存在溢流样本数据标记代价较高的问题。为此建立了基于核主成分分析-半监督极限学

习机（KPCA-SSELM）的钻井溢流诊断方法。首先利用核主成分分析（KPCA）算法对钻井各参数进行信息整合，提

取其主成分以反映原数据的核心信息，然后选用半监督极限学习机（SSELM）算法进行模型训练，最后利用现场钻

井数据与 SSELM和KPCA-ELM等模型进行对比实验，验证模型的有效性。结果表明，基于KPCA-SSELM的模型较

其他模型具有较高的溢流诊断率及模型泛化能力，采用半监督极限学习机算法能够在钻井数据标记样本比较少的

情况下充分挖掘无标签样本所包含的信息训练网络，进一步提高模型的性能，具有很好的应用前景。
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Intelligent diagnosis method for kick based on KPCA-SSELM

LI Xianlin，ZUO Xin，GAO Xiaoyong，YUE Yuanlong
（College of Information Science and Engineering，China University of Petroleum（Beijing），Beijing City，102249，China）

Abstract：Kick is one of the most common accidents in drilling operations. If the kick monitoring and diagnosis are not
timely，serious well control risks such as blowouts can be caused. Due to the massive monitoring data in drilling fields，di⁃
rectly using these data as the input of a kick diagnosis model will increase the complexity of the model and thus affect the
accuracy of the model. Moreover，the labeling cost of kick samples is high in the process of constructing the diagnosis mod⁃
el. To solve these problems，this paper develops an intelligent diagnosis method for kick diagnosis，which is based on the
kernel principal component analysis-semi-supervised extreme learning machine（KPCA-SSELM）. Firstly，KPCA is adopt⁃
ed to integrate the drilling parameters，and the principal components are extracted to reflect the core information of the orig⁃
inal data. Then，the SSELM algorithm is employed for model training. Finally，the field drilling data is compared with the re⁃
sults of SSELM，KPCA-ELM，and other models to verify the effectiveness of the model. The results show that the proposed
model based on KPCA-SSELM has a higher kick diagnosis rate and model generalization ability than other models. The
semi-supervised learning method can make full use of the information contained in the unlabeled data to train the network
when the number of labeled samples is relatively small，which can further improve the model performance and has a good
application prospect.
Key words：kick；kernel principal component analysis；semi-supervised learning；extreme learning machine

钻井过程中，由于井下情况复杂多变，存在极 大的随机性与不确定性，钻井事故发生频繁，极大
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程度上增加了钻井非生产时间，影响整个钻井过程

的进度、建井质量和勘探效益［1］。钻井事故种类繁

多，溢流事故当属其中对于安全钻井作业威胁最大

的事故之一。若侵入井筒的油气未被及时发现并

得到有效控制，不仅会严重减缓钻井开发速度，甚

至可能引发卡钻、井塌、井喷等其他井下一系列安

全事故，将严重威胁到人身、设备、环境及地下油气

资源的安全，同时也会给企业带来恶劣的社会影响

和巨大的经济损失［2］。因此，实时有效的钻井溢流

诊断至关重要。

近年来，人工智能、大数据、物联网等新技术的

快速发展，以及学科交叉、跨界融合，引发了油气行

业的巨大变革［3-9］，钻井过程的数字化与信息化极大

提升了钻井效率［10-12］。在溢流诊断方面，司孟菡对

钻井溢流发生前后的表征参数提出了基于改进的

BP神经网络的溢流事故监测方法与溢流发展趋势

模型［13］；张禾等将钻井专家的知识经验与溢流发生

后的参数变化相结合构建了基于专家系统的溢流

智能预警技术［14］；涂曦予等将钻井过程看作时间序

列分析，建立了基于大规模时间序列分析的钻井事

故预警方法［15］；史肖燕等提出了基于随机森林的溢

漏实时判断方法，利用随机森林对初选的特征进行

重要性分析［16］；王茜等根据溢流发生前后的表征规

律，定义 2个分别与钻井工程参数和钻井液参数相

关的监测指标，通过时间序列分析算法实现实时监

测溢流发生时的异常趋势从而识别溢流［17］。
尽管在溢流事故诊断方面已有大量成果，但大

多忽视了钻井数据中大量未标记数据的价值。在现

有的基于机器学习的溢流诊断方法研究中，均建立

在假设有足够多的训练样本且数据标签已知的情

况下。而模型的建立通常需要由具有丰富经验的

专家根据现场日志或钻井数据来完成数据标记工

作。获取数据标签往往需耗费大量额外的人力、物

力。而半监督学习可以实现未标记的数据和有标

记的数据同时提供关于数据分布的更有价值的信

息。如果在钻井过程中可以利用少量的有标签样

本和大量的无标签样本来提高溢流诊断性能，可以

使机器学习方法在钻井溢流事故诊断领域得到更

好的应用。另外，模型的输入均聚焦于总池体积、

钻井液出入口流量等溢流发生后的显著特征，其余

数据均被抛弃，造成很大的数据浪费。挖掘钻井数

据隐含的信息、利用少量的标记样本和大量的未标

记样本来提升溢流诊断性能是本文的主要出发点。

笔者以真实的钻井溢流数据为基础，首先通过

核主成分分析方法对钻井各参数进行核心信息提

取，然后利用半监督极限学习机算法在标记数据较

少的情况下，充分挖掘无标记数据所包含的信息训

练模型，建立基于核主成分分析-半监督极限学习

机（KPCA-SSELM）的钻井溢流诊断方法。实例应

用结果表明所提算法利用大量的无标签样本进行

辅助学习，能够在故障标记样本比较少的情况下达

到较高的故障诊断率。

1 方法原理

1.1 核主成分分析算法

核主成分分析（KPCA）算法是在主成分分析算

法基础上提出的一种非线性特征提取理论［18-19］，其
主要优点就是引入了核方法思想，使算法对非线性

数据的处理能力得到了很大程度的提高。钻井各

大系统的各特征彼此耦合，所产生的各种数据之间

具有极强的相关性及复杂的非线性，因此可以利用

KPCA方法来进行钻井数据的信息整合，提取主成

分反映核心信息。

1.2 极限学习机算法

极限学习机（ELM）算法是应用于训练单隐层神

经网络的算法［20-21］。假设训练样本有N个任意的样

本 ( xi, yi )，对于一个有 N͂个隐层节点的单隐层前馈

神经网络可以表示为：

∑
i = 1

N͂

β i g ( )x j =∑
i = 1

N͂

β i g ( )w i•x j + b i = f ( )x j （1）
ELM算法旨在学习一个基于训练数据的近似

函数或决策规则来估计 y i的值，也就是意味着存在

β i,w i,b i，使得∑
i = 1

N̄

β i g ( )w i ⋅ x j + b i = y j，对应的矩阵形

式表示为：

Hβ = Y （2）
针对模型求解，是期望找到一组特定的解 ŵ i,

β̂ i, b̂ i，使得损失函数E =∑
j = 1

N ( )∑
i = 1

N͂

β i g ( )w i ⋅ x j + b i - y j
2

最小化。

区别于传统的函数逼近，要求求解出隐层参

数，极限学习机的网络结构中，在训练过程中仅需

设置合适的隐层节点个数，隐层参数可以通过某一

概率分布来随机分配，并且在学习过程中，一旦隐

层参数被随机确定，隐层输出矩阵H就可以保持不

变，只需要优化隐层神经元个数。那么训练单隐层

神经网络就转化成求解一个线性系统‖Hβ - Y‖
的最小二乘解 β̂。
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1.3 半监督极限学习机算法

半监督学习方法综合了有监督的学习方法和无

监督的学习方法，旨在考虑利用少量的标记样本和

大量的未标记样本共同参与训练分类器，在减少标

记代价的同时提供有效的分类器，弥补有监督学习

和无监督学习的不足［15］，学习方法示例如图1所示。

图1 半监督学习方法示例
Fig.1 An example of semi-supervised learning

半监督学习有多种实现方法，本文选择基于图

的半监督分类方法［22-24］，该方法基于流形假设和光

滑性假设，通过对输入的样本建立一个图，样本代

表图上的每个顶点。如果图上的样本之间的权值

越大那么它们的预测标记应该相似的可能性就越

大。流形正则化是属于基于图的半监督方法中常

见的方法之一。半监督极限学习机（SSELM）算法将

流形正则化和极限学习机相结合，充分利用大量无

标签数据，减少标记数据的工作量，同时继承了极

限学习机无需迭代、模型执行高效的优点。因此基

于流形正则化的SSELM被描述为：

min 12‖β‖2 + 12∑i = 1
l

Ci  e i
2 + λ2 Tr ( )FTLF

s.t. H ( )x i β = y Ti - eTi  i = 1, 2,…, l
f i = H ( )x i β  i = 1, 2,…, l + u

（3）

通过对不平衡样本中的不同类赋予不同的惩

罚参数，缓解过拟合等问题。比如说样本 x i标签为

类 y i，同时类 y i有Ny i
个样本数，取Ci = C0 /Ny i

。

（3）式可以写成：

min 12‖β‖2 + 12








C

1
2 (Y - Hβ )

2
+ λ2 Tr ( )βTH TLHβ

（4）
通过求解（4）式，当梯度为0时，可得：

β* = ( )I + H TCH + λH TLH
-1
H TCY （5）

2 诊断方法建立

提出了一种基于 KPCA-SSELM的钻井溢流诊

断方法，其流程如图 2所示。在模型训练过程中，主

要包括以下步骤：①钻井数据预处理。受传感器测

量等因素影响在现场会收集到部分无效数据，同时

存在部分测量噪声，这些数据无法为溢流的诊断提

供有效的信息，因此需要对数据进行清洗和质量优

化。针对部分缺失数据利用相邻的数据平均值代

替，将无效的数据剔除。针对存在噪声与离群点数

据采用滑动窗平滑滤波以及 3σ准则进行处理。特

征缩放对于将每个特征权重推广到机器学习算法

中是至关重要的。钻井原始数据具有不同的尺度，

在训练时会导致过长的训练时间及过度拟合，因此

需要对输入数据进行标准化处理，消除各个钻井参

数之间的量纲影响。②核主成分分析。利用KPCA
法对归一化处理后的数据进行特征提取，首先选择

高斯径向基核函数计算核矩阵，然后计算核矩阵对

应的特征值和特征向量，最后计算得分主元，选择

累积贡献率大于 90%的各主成分建立新的模型样

本。③模型输入。将经过核主成分分析后的新集

合划分为训练集、验证集和测试集。其中训练集包

含有标签样本与无标签样本两部分，验证集用于

SSELM中的超参数选取，测试集用于模型评估。④
模型训练。利用 SSELM算法进行模型训练，分为 2
个阶段。第一阶段生成随机隐层；在第二阶段，取

相似性度量函数wij = e- 

xi - xj
2 /( 2σ2 )

建立图拉普拉斯矩

阵，训练模型。其中在 SSELM算法中寻找最优超参

数 C0和 λ过程中是基于验证集性能评估从指数序

列{ }10-6, 10-5, ...106 进行优选，并通过（5）式计算 β，

模型输出为 f i = h ( )x i β。⑤模型评估。利用测试

集对训练的最优SSELM模型进行性能评估。

图2 基于KPCA-SSELM的钻井溢流诊断模型建立
Fig.2 Kick diagnosis process based on KPCA-SSELM

3 模型训练

3.1 数据获取

选用中国某油田同一区块的钻井现场数据，其

中收集到的数据涉及到正常钻进、起下钻、接单根
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等操作变化。在事故报告中发现所获溢流事故数

据大都发生于钻进过程中，因此通过比较井深与钻

头深度、钻压和转速大于零等条件分析钻进状态和

停钻状态。仅与钻进状态对应的样本数据记录在

数据集中，供本研究进行进一步分析。通过整理，

最终将同区块的 4口井共计 6次发生在钻进过程的

溢流事故的当日录井数据作为原始数据集，4次事

故数据用于训练模型，2次事故数据用于验证模型。

实时监测的钻井过程数据主要来自传感器或

测量工具，反映钻井作业的安全状态。所获数据包

括：井深、钻头深度、钻压、转速、钻速、扭矩、立管压

力、大钩载荷、大钩高度、泵冲、钻井液出入口流量、

钻井液出入口温度、钻井液出入口电导率、钻井液

出入口密度、总池体积等共19维。

由于钻井正常样本远远多于溢流样本，容易造

成模型过拟合问题，取溢流发生前后半小时之内的

数据作为数据集，整个数据集由 4部分组成：有标签

与无标签样本的训练集、验证集和测试集。有标签

和无标签数据集用于训练模型，验证集用于模型参

数的选择，在训练出最优模型之后，测试集用于最

终的验证。最终训练集样本数为 6 000，验证集样本

数为1 800，测试集样本数为3 000。
3.2 实验设计与模型评估

将溢流的诊断问题建模为钻井测量数据为自

变量、是否发生溢流为结果的分类模型，数据的分

类结果为离散值，0表示无溢流发生，1表示溢流发

生。综合录井数据不包含溢流标签信息，但是现场

事故记录报告记录了溢流发生时间和结束时间。

考虑到人工坐岗监测的滞后性，以事故记录报告作

为参考，通过观察相关数据在该时间段前后的变化

来进行重新标注，其中主要关注钻井液出入口流量

差、总池体积、钻速、钻压等参数的变化。

为了验证 KPCA-SSELM方法在溢流事故诊断

上的有效性，设置了 2组实验，分别与 SSELM和KP⁃
CA-ELM等进行对比。其中 SSELM中输入数据选

用溢流表征参数，包括总池体积、钻井液出入口流

量、立管压力、钻压、钻速等 6个参数，用来对比验证

KPCA特征提取的有效性。同时为了验证针对钻井

过程中少量有标签样本，半监督学习方法用于溢流

诊断的有效性，在相同的有标签样本下与有监督学

习方法KPCA-ELM进行对比。

模型性能评估一般通过分类准确率来评价，但

针对钻井样本中存在正常数据与溢流数据不平衡

的问题，分类准确率不具有太大说服力。因此另外

选择精确率、召回率、F1值来评估模型性能优劣，各

评价指标计算公式为：

A = TP + TN
TP + TN + FP + FN （6）
P = TP

TP + FP （7）
R = TP

TP + FN （8）
F1 = 2PR

P + R （9）
3.3 模型训练与结果分析

首先对选取的样本数据进行标准化处理，然后

采用KPCA对处理后的数据进行主元分析，按照经

验确定累积贡献率为 90%。核函数选取高斯径向

基核函数，其中参数σ设置为 100，分析处理后得到

的钻井各参数特征值及对应的贡献率（表 1）。经过

KPCA处理后，前 5个核主成分的累积贡献率达到了

90.78%，也就是说，所获的钻井数据集中的 19个特

征指标所携带的信息量经KPCA处理后大部分集中

在前面的 5个核主成分上；并且获得的主成分的贡

献率比较集中，较好地保存了原始数据的绝大部分

信息，也很好地达到了降维的目的。

表1 钻井各参数特征值及对应的贡献率
Table1 Eigenvalue and contribution rate of drilling parameters

主成分

1
2
3
4
5

特征值

8.268 4
4.642 5
3.799 1
3.171 6
2.921 9

方差贡献率/%
32.92
18.48
15.12
12.63
11.63

累积贡献率/%
32.92
51.4
66.52
79.15
90.78

SSELM与 KPCA-SSELM模型对比 将 KPCA
方法处理后的数据与利用溢流表征参数做特征选

择的数据作为输入分别送入 SSELM中进行训练。

训练中网络隐含节点数为 120，激活函数选择 Sig⁃
moid函数，C0 = 0.1，λ = 0.01。有标签样本数与无

标签样本数各自取训练集总数的 50%。由对比结

果（表 2）可知，KPCA-SSELM性能好于基于特征选

择的 SSELM，证明了KPCA针对钻井数据在特征提

取上有很大的优势。面对未来钻井过程中可监测

参数更多的情况，基于核主成分分析的特征提取方

法用于钻井溢流诊断可以获得较好的结果。

表2 不同模型性能对比结果
Table2 Performance comparison results of models %

模型

SSELM
KPCA-SSELM

准确率

91.08
92.16

精确率

88.83
90.51

召回率

86.89
89.45

F1值

87.84
89.97

KPCA-ELM与 KPCA-SSELM模型对比 为了
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验证针对钻井过程中少量有标签样本，半监督学习

用于溢流诊断的有效性，首先在训练集中，有标签

样本在正常和溢流的样本中随机选取 10%。KP⁃
CA-ELM方法仅使用这少量的有标签样本进行训

练，KPCA-SSELM方法同时使用有标签样本和剩下

的无标签样本进行训练。此外针对不同数量的有

标签样本条件下 2种算法性能的比较，分别从有标

签样本数占训练样本总数的 10%开始递增进行训

练，性能比较结果（图 3，表 3，图 4）显示，引入半监督

学习的 KPCA-SSELM方法始终优于监督学习 KP⁃
CA-ELM方法，这表明KPCA-SSELM方法能够有效

地探索未标记数据，以实现比纯监督学习方法更好

的性能。可以发现，当有少量的标记数据时，对于

KPCA-ELM方法来说，训练集样本数很少，模型性

能并不好，而增加了半监督学习的KPCA-SSELM方

法，由于增加了大量的无标签样本信息，模型性能

图3 10%有标签样本数的算法性能对比

Fig.3 Comparison of model performance with
10% labeled samples

表3 不同数量有标签样本条件下2种算法性能对比结果
Table3 Performance comparison results of two algorithms with

different proportion of labeled samples %

模型

KPCA-
ELM

KPCA-
SSELM

有标签样本数

占训练样本

总数的比例

10
20
30
40
50
60
10
20
30
40
50
60

准确

率

72.67
76.12
80.27
86.45
89.03
91.28
82.14
84.21
85.63
88.92
93.16
93.68

精确

率

68.34
72.59
78.11
84.69
88.24
90.07
79.45
82.31
83.43
87.11
90.51
91.73

召回

率

69.66
71.45
76.37
83.14
88.45
89.93
78.57
80.81
82.83
86.65
89.45
91.41

F1值

68.99
72.01
77.23
83.90
88.34
89.99
79.00
81.55
83.12
86.87
89.97
91.56

图4 不同有标签样本数下的模型性能对比

Fig.4 Performance comparison results with different
proportion of labeled samples

有了一定的提升。随着有标签样本数量的增加，2
种模型性能均不断提高。但在每一种情况下，加入

半监督学习的KPCA-SSELM方法均高于有监督学

习KPCA-ELM方法，这是因为无标签样本提供了更

多的信息，表明KPCA-SSELM方法可以充分挖掘无

标签样本的信息来进一步提高模型的性能。

但从每个测试样本来看，整体模型性能略低。

因为在模型训练中，虽然为考虑数据不平衡，选择

了溢流前后半小时之内的数据训练，但正常样本仍

多于溢流样本，较少的溢流样本无法使得模型学习

到全部的信息。

3.4 实际测试

在实际钻井过程中，除了对每个测试样本进行

模型的相应评估外，还需要对模型的应用进行分析

与评估。图 5给出了测试样本中 1次溢流事故发生

前后 20分钟的数据变化以及模型诊断结果，其中该

测试结果建立在有标签样本数为训练样本总数的

50%上。混淆矩阵结果见表4。
从图 5可以看出，总池体积在 9∶05开始增加，

超过 1 m3记为溢流发生，但是在此时间之前，钻压、

钻速、出口流量有了一定的变化，通过模型输出可

以看到在 9∶03左右模型开始预警，虽然存在一定的

错误报警，但比传统的总池体积监测溢流提前了 2
分钟。

4 结论

提出了一种基于 KPCA-SSELM的钻井溢流智

能诊断方法。首先利用KPCA方法分析得出对钻井

原始数据关联超过 90%的 5个主成分作为模型的输

入向量，可以很好地提升模型诊断率；然后将半监

督学习方法引入极限学习机的模型中，该方法可以

有效地利用大量无标签样本来辅助有标签样本进
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行训练，很好地解决了钻井数据标记费时费力的问

题。通过利用无标签样本进行辅助训练，获得比传

统极限学习机更高的溢流诊断正确率，具有很好的

应用前景。

表4 混淆矩阵
Table4 Confusion matrix

实际

溢流

正常

预测

溢流

322
33

正常

35
810

符号解释

A——准确率；

b i——偏置向量；

Ci——类间惩罚参数；

C0——自定义正则化参数；

e i——误差；

F——经模型运算后的输出矩阵，其第 i行的值为 f i；

FN——假阴性，代表溢流被错误认定为非溢流的个数；

FP——假阳性，代表非溢流被错误识别为溢流的个数；

g——激活函数；

H——隐层节点的输出；

I——单位矩阵；

l，u——有标签样本和无标签样本的个数；

L——由有标签样本和无标签样本构建的图拉普拉斯矩

阵，L ∈ ( l + u ) × ( l + u )
；

N——训练样本数量；

N͂——隐层节点数量；

P——精确率；

R——召回率；

TP——真阳性，代表正确识别溢流的个数；

TN——真阴性，代表非溢流被正确识别为非溢流的个

数；

Tr (• )——矩阵的迹；

w i——输入和输出之间的权重向量；

x j——输入向量 , j = 1, 2,…,N；
Y——期望输出；

β——输出权重；

σ——宽度函数；

β i——连接模型中第 i个隐层和输出之间的权重向量，i=
1，2，…，

~N；

λ——流形正则化的正则化因子。
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